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Resumen 

 

En este trabajo se utilizó el modelo de detección de objetos MobileNetSSDv2FPNlite para detectar vehículos en el 

acceso a un campus universitario. El modelo original mostró dificultades para distinguir las motocicletas, a menudo 

confundiéndolas con bicicletas o detectando únicamente los conductores, obteniendo un rendimiento del 46.25%. Por 

ello, se empleó la técnica de aprendizaje por transferencia (transfer learning) para mejorar el rendimiento del modelo 

en la detección de este tipo específico de vehículos. Para esto se creó un conjunto de 320 imágenes de motocicletas 

preprocesadas y etiquetadas, las cuales fueron capturadas en el punto de acceso de la universidad con distintas 

condiciones climáticas y horarios (dataset UJAT). Después de reentrenar el modelo, se alcanzó un 100% de eficiencia 

en la detección utilizando las métricas accuracy, precision y recall. Este enfoque demuestra que el modelo optimizado 

presenta una mejora significativa respecto al modelo original en todas las métricas clave, lo que lo convierte en una 

solución efectiva para aplicaciones de detección de objetos en un entorno real. 

 

Palabras clave: Inteligencia artificial; conjunto de datos; detección de objetos; redes neuronales convolucionales; 

visión computacional. 

 

Abstract 

 

In this work, the object detection MobileNetSSDv2FPNlite model was used to detect vehicles at the entrance of a 

university campus. The original model exhibited difficulties in distinguishing between motorcycles, often confusing them 

with bicycles or detecting only the drivers, resulting in a performance of 46.25%. In this paper, the transfer learning 

technique is used to enhance the model's performance in motorcycle detection. A dataset of 320 preprocessed and labeled 

motorcycle images was created, captured at a university access point under different weather conditions and times (UJAT 

dataset). After retraining the model, 100% of detection efficiency was achieved using the accuracy, precision, and recall 

https://doi.org/10.18273/revuin.v25n2-2026004
https://orcid.org/0009-0009-0635-5375
https://orcid.org/0000-0003-3146-9349
https://orcid.org/0000-0001-5700-7615
https://orcid.org/0000-0002-0324-9886
mailto:231H18003@alumno.ujat.mx
mailto:jose.hernandezt@ujat.mx
mailto:betania.hernandez@ujat.mx
mailto:oscar.chavez@ujat.mx


40   
 
 

 

M. A. García-Herrera, J. Hernández-Torruco, B. Hernández-Ocaña, O. Chávez-Bosquez 

metrics. This approach demonstrates that the optimized model presents a significant improvement over the original model 

in all key metrics, making it an effective solution for real-world object detection applications. 

 

Keywords: Artificial intelligence; dataset; object detection; convolutional neural network; computer vision. 

 

1. Introducción 

 

La detección de objetos usando redes neuronales 

convolucionales (CNN, por las siglas en inglés de 

Convolutional Neural Network) es actualmente un 

componente fundamental en los sistemas de visión por 

computadora. Con el avance de las redes neuronales 

profundas, se han desarrollado modelos que mejoran 

significativamente la precisión y la velocidad de 

detección, lo que permite a las máquinas interpretar su 

entorno de manera más efectiva [1]. 

 

Esto cobra relevancia con el surgimiento de modelos de 

aprendizaje profundo preentrenados para la detección de 

objetos, los cuales cuentan con licencia libre y son lo 

suficientemente robustos para ser utilizados en un 

entorno de producción. MobileNet es uno de estos 

modelos que ha sido diseñado con el objetivo de ser 

ligero y eficiente, lo que lo convierte en una opción 

adecuada para aplicaciones móviles y embebidas que 

requieren de soluciones de detección de objetos sin 

comprometer el rendimiento. En particular, la 

combinación de la arquitectura del modelo MobileNet [2] 

con el modelo de detección de objetos SSD (por las siglas 

en inglés de Single Shot Multi-Box Detector) [3] es 

crucial debido a su capacidad para optimizar el 

rendimiento en dispositivos con recursos limitados. La 

integración del SSD en este modelo permite realizar la 

detección de objetos a través de una única red neuronal 

profunda, lo que facilita un procesamiento rápido que es 

adecuado para aplicaciones en tiempo real. Esta 

combinación permite mantener una buena precisión en la 

detección de una amplia variedad de objetos en diferentes 

escenarios de la vida real, como los sistemas de control 

de acceso vehicular y el reconocimiento de vehículos [4]. 

La fusión de estos modelos posibilita la localización y 

clasificación de múltiples objetos en una sola ejecución, 

mejorando notablemente la velocidad de procesamiento. 

 

En particular, la arquitectura de MobileNet (ver Figura 1) 

está optimizada para dispositivos con recursos limitados 

[5], proporcionando eficiencia computacional y precisión 

de la detección [6], demostrando ser efectiva en 

aplicaciones en tiempo real [7]. Además, la optimización 

de modelos mediante técnicas como el ajuste fino (fine-

tuning) ha permitido adaptar modelos preentrenados a 

tareas específicas, mejorando su rendimiento en 

contextos particulares [8]. Asimismo, se han realizado 

estudios de benchmarking en dispositivos con recursos 

limitados para evaluar la eficiencia de estos modelos en 

entornos de Edge Computing [9]. 

 

 
 

Figura 1. MobileNet body architecture. Fuente: [2]. 

 

De manera complementaria, se han explorado modelos 

avanzados como Faster R-CNN Inception y SSD 

MobileNetV2 para la clasificación entre peatones y 

motocicletas, demostrando la eficacia de estos enfoques 

en sistemas de detección de objetos [10]. En los últimos 

años, se ha observado un creciente interés en la 

optimización de modelos ligeros para la detección de 

objetos en entornos reales, con especial énfasis en 

escenarios de tráfico y aplicaciones en tiempo real [11]. 

Paralelamente, se han propuesto enfoques que incorporan 

imágenes semánticas sintetizadas y mejoradas mediante 

técnicas generativas, con el fin de optimizar la calidad de 

los datos de entrada y, en consecuencia, el rendimiento 

del detector en entornos urbanos complejos [12]. Por otra 

parte, la detección de motocicletas y otros objetos en 

plataformas Edge ha motivado la aplicación de 

estrategias de ajuste fino y compresión de modelos, las 

cuales permiten mantener una alta precisión reduciendo 

el consumo de recursos computacionales [13]. En 

conjunto, estas investigaciones reafirman el potencial de 

arquitecturas ligeras para el desarrollo de sistemas de 
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detección eficientes y robustos en escenarios de tráfico 

urbano. 

 

Por otro lado, el conjunto de datos COCO (por las siglas 

en inglés Common Objects in Context) [14] es una 

extensa colección de imágenes utilizada para la detección 

y segmentación de objetos. Contiene más de 330,000 

imágenes, con más de 2.5 millones de anotaciones en 

formato XML, abarcando 80 categorías de objetos 

comunes en contextos variados, como personas, 

vehículos y animales. Este recurso, ampliamente 

reconocido en la comunidad de visión computacional, 

permite abordar múltiples tareas, como la detección de 

objetos, la segmentación semántica y la detección de 

puntos clave. La variedad de anotaciones y la diversidad 

de escenas en COCO lo convierten en un estándar para 

entrenar y evaluar modelos de aprendizaje profundo. 

 

Debido a estas capacidades, los modelos preentrenados 

con el dataset COCO muestran un buen rendimiento en 

diversas aplicaciones, mejorando tanto la precisión como 

la eficiencia en tareas de visión computacional, lo que 

facilita el proceso de entrenamiento de modelos en este 

campo. En la Figura 2 se ilustran ejemplos de las 

imágenes etiquetadas en el dataset [15]. 

 

 
 

 

  
 

Figura 2. Ejemplo de motocicletas incluidas en el 

COCO dataset. Fuente: [15]. 

 

El propósito de este artículo es reentrenar un modelo 

preentrenado de detección de objetos, específicamente 

MobileNetSSDv2FPNlite [16], para identificar 

motocicletas en la entrada del Campus Chontalpa de la 

Universidad Juárez Autónoma de Tabasco, México. Sin 

embargo, en un primer acercamiento hemos observado 

que este modelo tiene dificultad para identificar 

motocicletas en el entorno de prueba, a menudo 

confundiendo estas con bicicletas o detectando 

únicamente los conductores de las motocicletas. 

 

Esta confusión puede deberse a varias razones. En primer 

lugar, las características visuales de las motocicletas y 

bicicletas en nuestro contexto pueden ser similares en 

ciertas condiciones, como en ángulos o distancias 

específicas. Además, el modelo puede no estar 

suficientemente entrenado en ejemplos representativos 

de motocicletas de nuestra región, lo que limita su 

capacidad para generalizar adecuadamente. Otro factor 

es la variabilidad en la apariencia de las motocicletas, que 

pueden presentar diferentes tamaños, colores y diseños, 

complicando aún más su identificación. 

 

Para abordar este problema, fue necesario recopilar un 

conjunto de imágenes que incluya una mayor diversidad 

de muestras de motocicletas y con ello reentrenar el 

modelo con el fin de mejorar significativamente su 

rendimiento. 

 

2. Materiales y métodos 

 
2.1. Modelo SSDMobilenetV2FPNlite 

 

El modelo SSDMobileNetV2 es una arquitectura de 

detección de objetos creada por Andrew G. Howard y sus 

colaboradores, que combina la eficiencia de MobileNet, 

con el enfoque de "Single Shot Detector" (SSD). Está 

diseñado para detectar y localizar objetos en imágenes de 

manera rápida y precisa, siendo ideal para dispositivos 

móviles y entornos con recursos limitados. Además, 

utiliza FPNLite, una versión optimizada y más ligera de 

FPN (por las siglas en inglés Feature Pyramid Network), 

una técnica comúnmente empleada en aprendizaje 

profundo para tareas de detección y segmentación de 

objetos. Mejora la eficiencia del modelo al mantener la 

capacidad de detectar objetos a diferentes escalas, pero 

con una menor demanda computacional. 

 

Entrenado con el conjunto de datos COCO, 

MobileNetSSDv2FPNlite puede identificar las 80 

categorías incluidas en el dataset, y puede detectar y 

clasificar múltiples objetos en una sola imagen, 

generando cuadros delimitadores que indican su 

ubicación. El modelo preentrenado se encuentra 

disponible con licencia libre en 

http://download.tensorflow.org/models/object_detection

/o17_tpu-8.tar.gz. Específicamente, el modelo consta de 

los siguientes parámetros:  

 

● 'model_name':'ssd_mobilenet_v2_fpnlite_320x320_

coco17_tpu-8'. 

● 'base_pipeline_file':'ssd_mobilenet_v2_fpnlite_320x

320_coco17_tpu-8.config'. 
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● 'pretrained_checkpoint':'ssd_mobilenet_v2_fpnlite_3

20x320_coco17_tpu-8.tar.gz'.  

 

Estos parámetros proporcionan la configuración del 

modelo, incluyendo la arquitectura y los parámetros. 

Estos elementos son cruciales para reentrenar el modelo 

en aplicaciones de visión por computadora [17]. 

 

2.2. Bibliotecas y herramientas 

 

● OpenCV: Esta biblioteca se empleó en las tareas de 

preprocesamiento y manipulación de todas las 

imágenes del dataset. Sus funcionalidades 

permitieron realizar las operaciones esenciales de 

lectura, escritura y transformación de imágenes, 

facilitando los ajustes necesarios para optimizar el 

proceso de detección de objetos [18]. 

● NumPy: Se empleó para el manejo eficiente de los 

datos generados durante el procesamiento de 

imágenes y la ejecución del modelo. NumPy 

proporcionó soporte para arreglos 

multidimensionales y operaciones vectorizadas de 

alto rendimiento, lo que permitió optimizar los 

cálculos numéricos complejos inherentes al 

aprendizaje profundo. [19]. 

● Matplotlib: Se utilizó para la visualización de los 

resultados. Esta biblioteca se empleó para generar 

gráficos que facilitaron la interpretación visual del 

rendimiento del modelo, incluyendo curvas de 

entrenamiento y validación [20]. 

● TensorFlow: Fue el marco de trabajo seleccionado 

para aprendizaje profundo; TensorFlow se empleó 

para la carga y ajuste del modelo 

MobileNetSSDv2FPNlite. Este framework facilitó la 

aplicación de transfer learning y la optimización de 

los hiperparámetros del modelo [21]. 

● Google Colab: Este entorno de ejecución en la nube 

proporcionó la infraestructura computacional 

necesaria para el desarrollo del proyecto. Al ofrecer 

modos de ejecución en CPU y en GPU, Colab facilitó 

el reentrenamiento del modelo sin requerir recursos 

computacionales de manera local [22]. 

 

Juntas, estas bibliotecas permiten no solo realizar 

operaciones de aprendizaje profundo, sino también 

presentar resultados de manera clara y visual. 

 
2.3. Método 

 

La Figura 3 muestra los pasos realizados durante esta 

investigación. El diseño experimental se basó en la 

recolección de 320 imágenes de motocicletas en la 

entrada del campus Chontalpa de la UJAT. Durante el 

preprocesamiento, se utilizaron técnicas de recorte y 

redimensionamiento para ajustar las imágenes a un 

formato cuadrado que enfocara el área de interés y 

eliminara ruido. A continuación, se llevó a cabo el uso de 

la técnica Transfer Learning con el modelo preentrenado 

MobileNetSSDv2FPNlite, adaptando específicamente 

las imágenes del dataset UJAT. Finalmente, se evaluó el 

rendimiento del modelo reentrenado mediante las 

métricas accuracy, precision y recall. 

 

 
 

Figura 3. Diseño experimental de la investigación. 

Fuente: elaboración propia. 

 

3. Dataset UJAT 

 

Para el entrenamiento, se construyó un dataset con 320 

imágenes a color en formato PNG de motocicletas 

capturadas en dos días de una misma semana en la 

entrada del Campus Chontalpa de la Universidad Juárez 

Autónoma de Tabasco. Las imágenes fueron tomadas en 

diferentes horarios, desde las 07:00 hasta las 15:00 horas, 

bajo diversas condiciones climáticas: un día nublado y 

otro día soleado. Con el objetivo de maximizar la 

recolección de datos, se priorizaron las horas pico, las 

cuales son generalmente a las 08:00, 10:00 y 12:00 del 

día. En la Tabla 1 se muestra la estructura de los tiempos 

de recolección del dataset UJAT. Para la captura de 

imágenes se utilizó un módulo de cámara IMX378 de 

12.3 megapíxeles con autofoco y una resolución máxima 

de 4056 × 3040 píxeles. 

 

De cada motocicleta registrada, se extrajeron dos 

imágenes en distintas posiciones, asegurando una 

representación completa. Cabe señalar que el ángulo de 

captura de las imágenes fue del lado izquierdo de la 

entrada al campus, tomando en cuenta la posición de la 

luz del sol en sus diferentes horarios, como se puede 

apreciar en la Figura 4. Estas imágenes fueron capturadas 

en una resolución de 3840 × 2860 píxeles, lo que permitió 

mejorar la calidad visual y facilitar el análisis posterior. 

 

    

 5. Evaluación 

 

4. Transfer Learning 

 

3. Etiquetado 

 

2. Preprocesar Dataset 

 

1. Recolección de datos 
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Tabla 1. Captura de las imágenes de motocicletas 

 

Día Clima Motocicletas Imágenes 

1 Nublado 90 180 

2 Soleado 70 140 

Total 160 320 

 

Fuente: elaboración propia. 

 

Este proceso dio lugar a un dataset estructurado que 

contiene imágenes de motos en diferentes ángulos y 

condiciones. En la Figura 4 se muestra una serie de 

ejemplos de las imágenes capturadas. 

 

 
 

Figura 4. Ejemplos de imágenes de motocicletas 

capturadas. Fuente: elaboración propia. 

 

3.1. Preprocesamiento 

 

En esta fase se recortaron todas las imágenes del conjunto 

de datos, dando enfoque a la clase de interés, y fueron 

escaladas a una resolución de 320 x 320 píxeles usando 

la biblioteca OpenCV de Python, con la finalidad de 

eliminar información irrelevante o ruido que puede 

afectar el rendimiento del modelo 

MobileNetSSDv2FPNlite.  Este proceso optimiza el uso 

de memoria, el tiempo de procesamiento y mejora la 

capacidad del modelo de generalizar al enfocarse en 

características relevantes de la imagen. Un ejemplo de 

este proceso se describe en la Figura 5. 

 

3.2. Etiquetado 

 

La siguiente etapa consistió en crear un conjunto de 

anotaciones en formato XML para las imágenes del 

dataset UJAT. Estas anotaciones fueron necesarias para 

cumplir con los requerimientos de reentrenamiento del 

modelo MobileNetSSDv2FPNlite. 

 

Cada anotación de instancia de objeto incluye un 

identificador de categoría y un cuadro delimitador con 

coordenadas desde la esquina superior izquierda a la 

esquina inferior derecha. Tomando en cuenta estas 

consideraciones, se automatizó el proceso de etiquetado 

mediante un script en Python con los siguientes pasos: 

 

• Cargar y mostrar: El primer paso consistió en cargar las 

imágenes una a una. Una vez que la imagen se ha 

cargado en el entorno de trabajo, se muestra en una 

interfaz gráfica. 

• Anotación mediante interacción con el mouse: Durante 

esta etapa, el usuario interactúa con la imagen usando 

el mouse para dibujar y etiquetar la motocicleta dentro 

de la imagen. 

• Guardar las anotaciones y la imagen anotada: Una vez 

realizada la anotación, el siguiente paso es guardar los 

datos de la anotación en formato XML, que incluye la 

información de las coordenadas de las anotaciones 

(como las posiciones de los cuadros delimitadores) y la 

etiqueta asignada al objeto. 

 
 

 

 

Imagen 

Original 

 
3840 × 2860 

 

 

 

 

 

 

 

Imagen 

Recortada 

 

 

 

 
2860 × 2860 

 

 

 

 

 

Imagen 

Redimens

ionada 

 

 

 

 
360 × 360 

 

Figura 5. Pasos del preprocesamiento realizado a cada 

imagen del dataset. Fuente: elaboración propia. 
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A continuación se muestra un ejemplo del contenido de 

la anotación en formato XML correspondiente a la 

primera imagen del dataset: 

 
<?xml version='1.0' encoding='utf-8'?> 

<annotation> 

    <folder>images</folder> 

    <filename>img1.jpg</filename> 

    <size> 

      <width>320</width> 

      <height>320</height> 

      <depth>3</depth> 

    </size> 

    <segmented>0</segmented> 

    <object> 

        <name>motorcycle</name> 

        <bndbox> 

            <xmin>148</xmin> 

            <ymin>166</ymin> 

            <xmax>204</xmax> 

            <ymax>229</ymax> 

        </bndbox> 

    </object> 

</annotation> 

 

En la Tabla 2 se muestran los resultados de la 

nomenclatura de imágenes y sus anotaciones. Cabe 

mencionar que cada imagen utilizada incluye una y solo 

una motocicleta, aunque puede incluir otro tipo de 

vehículo (motocicleta, automóvil o autobús). 

 

Tabla 2. Nomenclatura de imágenes y sus anotaciones 

 

Imágenes Anotaciones Total 

img001.jpg img001.xml 1 

img002.jpg img002.xml 2 

… … … 

img320.jpg img320.xml 320 

 

Fuente: elaboración propia. 

 

4. Aprendizaje por transferencia 

 

El transfer learning en redes neuronales convolucionales 

(CNN) implica entrenar un modelo en un conjunto de 

datos a gran escala, con etiquetas a nivel de imagen, para 

luego ajustarlo finamente en un conjunto de datos más 

pequeño de detección. Este enfoque mejora el 

rendimiento de la detección de objetos, ya que el modelo 

preentrenado actúa como un extractor de características 

genérico, adaptándose a tareas específicas. Se ha 

demostrado que este método optimiza la precisión, 

especialmente cuando se ajusta finamente en capas 

específicas [23]. 

 

 

 

 

4.1. Pruebas iniciales del modelo 

SSDMobileNetV2FPNlite 

 

La primera prueba consistió en probar el modelo base 

SSDMobileNetV2FPNlite con las 320 imágenes del 

dataset y así poder evaluar su capacidad de identificar 

motocicletas, como se ve en la Figura 6. Los resultados 

iniciales mostraron un rendimiento deficiente del 

46.25%, detectando únicamente 148 de las 320 

motocicletas. 

 

 

 
 

Figura 6. Pruebas iniciales del modelo original. Fuente: 

elaboración propia. 

 

Con el fin de establecer un punto de referencia de 

rendimiento computacional, se registró el tiempo de 
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ejecución del modelo base al procesar la totalidad del 

dataset en modo CPU dentro de Google Colab. Los 

resultados mostraron que el tiempo promedio de 

procesamiento por imagen fue de 0.8 segundos, con un 

tiempo total de ejecución en CPU de aproximadamente 4 

minutos. 

 

4.2. Reentrenamiento del modelo (Transfer  

 learning) 

 

Para mejorar el rendimiento del modelo, se utilizó la 

técnica de aprendizaje por transferencia (transfer 

learning), ajustando el modelo MobileNetSSDv2FPNlite 

preentrenado [24] con las imágenes y anotaciones 

específicas del dataset UJAT. En la Figura 7 se detalla 

este proceso. 

 

Este proceso se llevó a cabo mediante el reentrenamiento 

de las capas finales del modelo. Solo las capas finales se 

reentrenan con las 320 imágenes preprocesadas del 

dataset UJAT. Al mantener “congeladas” las capas 

convolucionales base, el modelo aprovecha las 

características generales ya aprendidas, acelerando el 

proceso y reduciendo el riesgo de sobreajuste. 

 

 
 

Figura 7. Configuración del aprendizaje por 

transferencia del modelo SSDMobileNetV2FPNlite. 

Fuente: elaboración propia. 

 

En primer lugar, para entrenar el modelo con nuestras 

imágenes, se dividió aleatoriamente el dataset UJAT de 

la siguiente manera: 

 

● Entrenamiento: El 80% de las imágenes se usa para 

entrenar el modelo, permitiéndole aprender a predecir 

correctamente la clase “motocicleta” y la ubicación 

del objeto. 

● Validación: El 10% se utiliza para ajustar los 

parámetros del modelo durante el entrenamiento, 

verificando su rendimiento y ayudando a evitar el 

sobreajuste. 

● Prueba: El 10% restante se usa para evaluar el modelo 

después del entrenamiento, permitiendo medir su 

precisión con imágenes completamente 

desconocidas. 

 

Posteriormente, se mapearon las etiquetas de las 

anotaciones en un solo archivo, y se convirtieron las 

imágenes a un formato específico TFRecords de 

TensorFlow. 

 

El ajuste de hiperparámetros implicó definir las variables 

model_name, pretrained_checkpoint y 

base_pipeline. Posteriormente se incluyeron 

configuraciones como la tasa de aprendizaje, el número 

de pasos de entrenamiento, las pérdidas (focal loss y 

smooth L1). La configuración final de los parámetros del 

modelo quedó de la siguiente manera: 

 

1. Congelación de capas: Capa final 

2. Configuración de hiperparámetros: 

o Número de clases: 1 

o Escala de cajas: x_scale: 10.0, y_scale: 10.0, 

width_scale: 5.0, height_scale: 5.0 

o Pérdida de localización: Smooth L1 

3. Tamaño de lote: batch_size: 16 num_steps: 40000 

4. Épocas: 1000 

5. Optimizador: Momentum optimizer con cosine decay 

para la tasa de aprendizaje (learning_rate_base: 

0.08, momentum: 0.9). 

 

Estos hiperparámetros se definieron para optimizar el 

proceso de transfer learning y lograr un equilibrio entre 

rendimiento y eficiencia computacional. La congelación 

de capas permite conservar el conocimiento previo del 

modelo preentrenado, mientras que la configuración de 

una sola clase y las escalas de cajas ajustadas mejoran la 

detección del objeto (en este caso motocicletas). El uso 

de la pérdida Smooth L1 garantiza una estimación estable 

de las cajas delimitadoras. Un tamaño de lote mediano 

junto con un número alto de pasos y de épocas favorece 

una convergencia gradual sin sobreajuste. Finalmente, el 

optimizador Momentum con cosine decay controla la tasa 

de aprendizaje de forma adaptativa, acelerando la 

    

 

1. Cargar imágenes y 
dividirlas en subconjuntos 

de entrenamiento, 
validación y prueba 

 
2. Crear un archivo de 

mapeo de etiquetas 
(labelmap)  

 
3. Convertir las imágenes y 

anotaciones en formato 
TFRecords 

 
4. Configurar los 
parámetros de 

entrenamiento del modelo 

 
1. Congelar última 

capa 

 2. Hiperparámetros 

 3. Tamaño de lote 

 4. Épocas 

 5. Optimizador 

 5. Entrenar el modelo 

 
6. Probar el modelo 

optimizado y calcular 
métricas de evaluación 
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convergencia inicial y afinando el rendimiento en etapas 

finales del entrenamiento. 

 

Durante el reentrenamiento del modelo se registraron las 

pérdidas de clasificación, localización y regularización, 

observando una disminución general en las primeras dos, 

lo que indica mejoras en el modelo. La pérdida total 

también disminuyó, mostrando una optimización 

efectiva. El aprendizaje se realizó con un ajuste gradual 

de la tasa de aprendizaje. Los resultados de este proceso 

pueden visualizarse en la Figura 8, la cual refleja la 

evolución de las métricas durante el entrenamiento. 

 

Finalmente, se documentó el tiempo de ejecución del 

modelo optimizado. La carga inicial del modelo, la 

inferencia y el tiempo promedio por imagen fue similar 

al modelo original, por lo que el tiempo total de 

procesamiento se mantuvo igual en el modo CPU de 

Google Colab. 

 

 
 

Figura 8. Métricas durante el reentrenamiento del 

modelo. Fuente: elaboración propia. 

 

5. Pruebas y resultados 

La evaluación de los resultados consistió en medir el 

desempeño de ambos modelos utilizando las métricas 

clásicas de la literatura: precision, recall y accuracy [25]. 

Estas 3 métricas dependen de los Verdaderos Positivos 

(TP por las siglas en inglés de True Positives), Falsos 

Negativos (FN por las siglas en inglés de False 

Negatives) y Falsos Positivos (FP por las siglas en inglés 

de False Positives). Cabe mencionar que en problemas 

de detección de objetos no se incluyen los verdaderos 

negativos (TN por las siglas en inglés de True Negatives) 

debido a que el fondo de las imágenes se ignora, es decir, 

son irrelevantes las zonas de la imagen en donde no existe 

ningún objeto detectable [26]. 

 

El accuracy indica cuántas predicciones del modelo 

fueron correctas en relación con el total de predicciones 

(Ecuación 1). 

 

𝑎𝑐𝑐𝑢𝑟𝑎𝑐𝑦 =
𝑇𝑃 + 𝑇𝑁

𝑇𝑃 + 𝐹𝑁 + 𝐹𝑃 + 𝑇𝑁
 (1) 

 

La precisión muestra cuántas de las predicciones 

positivas fueron realmente correctas (Ecuación 2). 

 

𝑝𝑟𝑒𝑐𝑖𝑠𝑖𝑜𝑛 =  
𝑇𝑃

𝑇𝑃 + 𝐹𝑃
 (2) 

 

El recall evalúa la capacidad del modelo para detectar 

todas las instancias positivas (Ecuación 3). 

 

𝑟𝑒𝑐𝑎𝑙𝑙 =  
𝑇𝑃

𝑇𝑃 + 𝐹𝑁
 (3) 

 

5.1. Evaluación del modelo original  

SSDMobileNetV2FPNlite 

 

Los resultados de evaluar el modelo original sobre el 

dataset creado fueron: 

 

● 148 TP (verdaderos positivos): El modelo detectó 

correctamente 148 motocicletas. 

● 49 FN (falsos negativos): El modelo no detectó 49 

motocicletas que estaban presentes en 49 imágenes. 

● 123 FP (falsos positivos): El modelo detectó 123 

objetos incorrectos como motocicletas (por ejemplo, 

personas, bicicletas o automóviles). 

 
En la Tabla 3 se muestra la matriz de confusión obtenida 

por el modelo original. 
 

Tabla 3. Matriz de confusión del modelo original 

 

 Predicción: 

No motocicleta 

Predicción: 

motocicleta 

Real: 

No motocicleta 

— 

(TN) 

123 

(FP) 

Real: 

motocicleta 

49 

(FN) 

148 

(TP) 

 

Fuente: elaboración propia. 
 

Con los valores de la matriz de confusión se calcularon 

las métricas de evaluación: 
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● Accuracy: 0.4625 

● Precision: 0.5461 

● Recall: 0.7513 

 

5.2. Evaluación del modelo optimizado 

 

Los resultados de evaluar el modelo reentrenado sobre el 

dataset creado fueron: 

 

● 32 TP (verdaderos positivos): El modelo detectó 

correctamente las 32 motocicletas del conjunto de 

prueba. 

● 0 FN (falsos negativos): El modelo no falló en 

ninguna detección. 

● 0 FP (falsos positivos): El modelo no detectó ningún 

objeto incorrecto como motocicletas. 

 

En la Tabla 4 se muestra la matriz de confusión obtenida 

por el modelo optimizado.  
 

Tabla 4. Matriz de confusión del modelo optimizado 

 

 Predicción: 

No motocicleta 

Predicción: 

Motocicleta 

Real: 

No motocicleta 

— 

(TN) 

0 

(FP) 

Real: 

Motocicleta 

0 

(FN) 

32 

(TP) 

 

Fuente: elaboración propia. 
 

Con los valores de la matriz de confusión se calcularon 

las métricas: 

  

● Accuracy: 1.000 

● Precision: 1.000 

● Recall: 1.000 

 

En la Tabla 5 se muestran los resultados de la 

comparación entre el modelo original 

SSDMobileNetV2FPNlite y el modelo optimizado. En la 

Figura 9 se muestra un par de ejemplos de detecciones 

correctas obtenidas con el modelo reentrenado. 

 

Tabla 5. Comparación entre modelos 

 

Métrica 
Modelo 

Original 

Modelo 

Optimizado 

Accuracy 0.4625 1.000 

Precision 0.5461 1.000 

Recall 0.7513 1.000 

 

Fuente: elaboración propia. 

 

6. Discusión 

 

MobileNetSSDv2FPNlite es un modelo eficiente y con 

alto rendimiento para la detección de vehículos, 

específicamente automóviles y bicicletas. Sin embargo, 

en el caso de motocicletas, el rendimiento del modelo 

baja considerablemente, posiblemente debido a la gran 

cantidad de modelos que existen en el mercado. 

Particularmente en nuestra región abundan las 

motonetas, un tipo de motocicleta con una plataforma 

para los pies y con el motor generalmente por la 

carrocería, la cual el modelo ignora por completo o la 

confunde con bicicletas. En la Figura 5 se muestran 2 

ejemplos de falsos negativos del modelo original, 

mientras que en la Tabla 3 se muestra el detalle de las 

detecciones del mismo. 

 

     
Figura 9. Pruebas con el modelo reentrenado. Fuente: 

elaboración propia. 
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El reentrenamiento del modelo tomó aproximadamente 

40 minutos. En la Figura 7 puede observarse el 

comportamiento de la pérdida (loss) a lo largo de las 1000 

épocas de entrenamiento, así como el ajuste gradual de la 

tasa de aprendizaje. En la Tabla 4 se muestra el detalle de 

las detecciones del modelo ya optimizado, mientras que 

en la Tabla 5 se comparan los valores obtenidos por cada 

modelo en cada una de las métricas. 

Un 100% en la métrica precision confirma la ausencia de 

falsos positivos (confusión con bicicletas u otros 

objetos), mientras que un 100% de recall asegura la 

eliminación de falsos negativos (detección completa de 

las 320 motocicletas), superando así las limitaciones del 

modelo original. 

7. Conclusiones 

 

En esta investigación se evaluó el rendimiento del 

modelo MobileNetSSDv2FPNlite en su forma original 

para la detección de vehículos en la entrada del Campus 

Chontalpa de la UJAT. Los resultados demostraron una 

deficiencia notable en la detección de motocicletas de la 

región, por lo que se utilizó el aprendizaje por 

transferencia (transfer learning) para reentrenar el 

modelo con un dataset de 320 motocicletas creado para 

tal efecto. 

 

Los resultados de los dos modelos se evaluaron 

utilizando las métricas clave de desempeño accuracy, 

precision y recall, las cuales proporcionaron una visión 

clara de cómo la configuración y el ajuste del modelo 

pueden impactar significativamente en su rendimiento. 

El modelo con ajuste fino (fine-tuning) obtuvo un 

rendimiento del 100% en todas las métricas, comparado 

con el 46.25% del rendimiento original. 

 

Estos resultados demuestran que el modelo optimizado 

presenta una mejora significativa respecto al modelo 

original en todas las métricas clave, logrando resultados 

perfectos en términos de exactitud. Este comportamiento 

se debe a la reutilización de un modelo preentrenado que 

optimiza la capacidad de detección en tareas específicas, 

en este caso la detección de motocicletas en un entorno 

real. 

 

Como trabajo futuro se propone expandir el dataset para 

el reconocimiento de otras clases de vehículos de la 

región, por ejemplo, motocarros de 3 o 4 ruedas, de uso 

cada vez más común en versiones eléctricas. También se 

requieren pruebas en casos de lluvia o poca iluminación. 

Finalmente, implementar y evaluar el modelo dispositivo 

de computación en el borde (edge computing), para 

confirmar su viabilidad en soluciones de monitoreo 

autónomas y descentralizadas con recursos limitados. 
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