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Resumen

En este articulo, se investiga el aprendizaje por refuerzo (RL) como método para optimizar la identificacion automatica
de especies de aves a partir de registros actisticos. Se propone un sistema basado en un flujo de trabajo que integra la
segmentacion de sefales de audio, filtrado pasa banda y filtrado Kalman, cuyos parametros son optimizados
dinamicamente mediante Q-learning. La funcidon de recompensa se define a partir de las puntuaciones de confianza
proporcionadas por el clasificador BirdNET. El agente de RL ajusta adaptativamente los parametros del filtro de
Kalman en funcion de las condiciones acusticas variables del entorno. El esquema fue entrenado sobre un conjunto de
50 grabaciones de campo y evaluado sobre 315 grabaciones del conjunto de datos Bird CLEF del afio 2025, obteniendo
un incremento promedio del 25% (DE + 8.3%) en los niveles de confianza de clasificacion respecto al método base.

Palabras clave: Identificacion de aves; aprendizaje profundo; aprendizaje reforzado; BirdNET; filtrado de Kalman;
preprocesamiento de audio.

Abstract

In this paper, we investigate reinforcement learning (RL) as a method for optimizing the automatic identification of
bird species from acoustic recordings. A pipeline is proposed that integrates audio signal segmentation, bandpass
filtering, and Kalman filtering, whose parameters are dynamically optimized using Q-learning. The reward function is
defined based on the confidence scores provided by the BirdNET classifier. The RL agent adaptively adjusts the
Kalman filter parameters according to the variable acoustic conditions of the environment. The proposed scheme was
trained on a set of 50 field recordings and evaluated on 315 recordings form the BirdCLEF 2025 dataset, achieving an
average increase of 25% (SD + 8.3%) in classification confidence levels compared to the baseline method.
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preprocessing.
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1. Introduccion

La identificacion automatica de especies de aves a partir
de sus vocalizaciones ha adquirido creciente relevancia
en los ultimos afios, impulsada por los avances en
modelos de inteligencia artificial (IA) como BirdNET
[1], [2]. Estos sistemas han mostrado un desempefio
notable en la clasificacion acustica de especies mediante
técnicas de procesamiento de seflales y aprendizaje
automatico.

En los enfoques iniciales, se recurria a la extraccion de
descriptores como los coeficientes espectrales en las
frecuencias Mel (MFCC), junto con otros parametros
espectrales, que posteriormente se clasificaban mediante
modelos como las maquinas de vectores de soporte
(SVM), k vecinos mas cercanos, descenso de gradiente
estocastico (SGD), Bayes ingenuo [3] y los bosques

aleatorios (Random Forests) [4]. Si bien estas
metodologias lograron resultados aceptables en
ambientes controlados, su rendimiento disminuy6

notablemente en escenarios naturales, donde el ruido de
fondo constituye un factor determinante. Con la aparicion
de las redes neuronales profundas, y en particular de las
redes convolucionales (CNN), la clasificacién de cantos
de aves alcanz6 mayores niveles de robustez. La
conversion de sefales aclsticas en espectrogramas
permitié detectar patrones incluso en presencia de ruido,
mejorando la capacidad de generalizacion de los modelos
[5]. Sin embargo, pese a estas ventajas, las redes CNN
preservan vulnerabilidades frente a ruidos no
estructurados y altamente variables, lo que limita su
eficacia en contextos de grabaciones reales.

Para superar estas limitaciones, se han propuesto mejoras
de audio basadas en redes neuronales profundas que
optimizan métricas de bajo nivel, como el error
cuadratico medio (MSE), respecto a una sefal limpia [6].
Sin embargo, estas mejoras no garantizan un beneficio
directo en tareas de reconocimiento automatico del habla
(ASR) ni en clasificacion acustica [6]. En contraste, el
aprendizaje por refuerzo (RL) ha mostrado la mejora de
métricas de alto nivel, como la tasa de error en ASR,
sugiriendo un potencial de aplicacion en BirdNET, que
permita mejorar la precision en la identificacion de aves
bajo condiciones de ruido ambiental [6].

Por otra parte, filtros tradicionales como el de Kalman
han demostrado ser soluciones parciales en escenarios
acusticamente complejos, caracterizados por distorsiones
no lineales e interferencias impredecibles [7]. Dada su
amplia adopcion, se han propuesto nuevos filtros
avanzados como el Kalman bidireccional, que utiliza
informacién pasada y futura para mejorar la estimacion
de sefiales [8]. Variantes recientes como Neural Kalman
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incorporan aprendizaje automatico mediante una LSTM
para lograr un filtrado adaptativo (modelamiento no
lineal) en entornos ruidosos, mejorando la PESQ (+0.35)
y reduciendo la WER (-29.4) [9]. Estos enfoques,
aplicables en bioacustica, permitirian suavizar
vocalizaciones no estacionarias con bajo costo
computacional y son compatibles con representaciones
acusticas como MFCC y arquitecturas de modelos
ocultos de Markov (HMM), presentes en sistemas como
BirdNET.

1.1. Aprendizaje  por refuerzo
identificacion de aves

para la

El aprendizaje reforzado (RL) se caracteriza por su
capacidad de optimizar el desempefio mediante
retroalimentacion continua en entornos dinamicos. En
este caso, el entorno lo constituyen grabaciones de audio
que incluyen tanto vocalizaciones de aves como ruido
ambiental. El agente de RL puede explorar y aprender de
las variaciones en el ruido, ajustando sus decisiones para
mejorar su capacidad de clasificaciéon y minimizar los
errores. A diferencia de enfoques estaticos como el filtro
de Kalman tradicional, un sistema basado en RL puede
adaptarse continuamente, incrementando asi la precision
de la clasificacion en funciéon de las caracteristicas
acusticas del entorno. [10].

En este contexto, el presente trabajo aplica esta estrategia
de optimizacion directamente sobre el preprocesamiento
de grabaciones bioacusticas de campo, sin modificar la
arquitectura interna del clasificador BirdNET.

Como demostraron en [11], en el campo del
reconocimiento automatico del habla (ASR), existe una
desconexion fundamental entre la funcion de pérdida
utilizada durante el entrenamiento (tipicamente MLE) y
la métrica de evaluacion final, como el Word Error Rate
(WER). Para resolver este problema, los autores
propusieron una estrategia de aprendizaje reforzado
basada en policy gradient, que permite optimizar
directamente la métrica objetivo. Este enfoque es
especialmente relevante en tareas bioacusticas como la
identificacion de aves, donde métricas discretas como la
precision por especie o el Fl-score representan mejor el
rendimiento real que el error cuadratico medio.

En el contexto del aprendizaje por refuerzo aplicado al
procesamiento de audio, diversos trabajos han
demostrado su capacidad para optimizar tareas como
codificaciéon, mejora y reconocimiento de sefiales
acusticas. En este trabajo, estas ideas se extienden al
dominio bioactstico, caracterizado por condiciones de
ruido altamente variables y no estacionarias. Gibson y Oh
[12] propusieron un modelo basado en RL para la
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codificacion de voz, demostrando su efectividad en
entornos de codificacion de audio. Uno de los beneficios
mas destacados del uso de RL es su capacidad para
ajustar dindmicamente los parametros de
preprocesamiento y clasificacion, optimizando el
rendimiento sin intervencion manual. Este enfoque puede
aprender estrategias optimas para el filtrado de ruido
mientras mejora la capacidad de identificacion de aves,
incluso en grabaciones con alta interferencia [13], [14].
Ademas, el agente de RL puede adaptarse a nuevas
grabaciones y condiciones acusticas, lo que lo hace mas
robusto y flexible que los enfoques tradicionales [15].

Para mejorar el procesamiento de sefiales sin modificar
la estructura interna del sistema, en [16] propusieron un
enfoque basado en aprendizaje por refuerzo (RL) que usa
el MSE como sefial de recompensa. Este esquema
permite optimizar el preprocesamiento, como un filtro de
Kalman adaptativo, en sistemas como BirdNET. De
forma similar, [13] aplicaron RL para mejorar el
postprocesamiento de detectores de eventos acusticos,
aumentando la precision sin alterar sus modelos base.
Shen et al. [17] presentaron un sistema de mejora de voz
basado en RL, donde la recompensa depende del
rendimiento del reconocimiento. Su arquitectura, que
combina IBM y k-means, mostré robustez frente a ruido
no estacionario y destacé la utilidad de métricas
espectrales como STOI. Por otro lado, [18] propusieron
un filtrado de Wiener implicito que mejora sefales sin
segmentacion previa ni estimacion directa del ruido.
Complementariamente, en [19] desarrollaron una técnica
Kalman-CNN-LSTM para navegacion en entornos
ruidosos, lo cual sugiere aplicaciones similares en
bioacustica. Por ende, para medir el desempefio del
presente trabajo, la sefial de retroalimentacion al agente
proviene del nivel de confianza de BirdNET [13],
obtenido sobre 315 grabaciones del dataset BirdCLEF,
con métricas de alto nivel directamente relacionadas con
el rendimiento de clasificacion.

1.2. Reduccion de ruido y calidad de audio

Toda grabacion de audio contiene cierta cantidad de
ruido, que puede incorporarse a la sefial durante el
proceso de grabacion, o posteriormente debido al manejo
inadecuado del medio de almacenamiento, o inclusive
generarse por el deterioro natural cuando se conserva
durante largos periodos de tiempo [10].

En el ambito de las transmisiones, las opciones
disponibles se han incrementado notablemente y, con
ellas, también las exigencias del publico respecto a la
calidad del audio recibido. Esto ha generado la necesidad
tanto de realizar grabaciones con mejor calidad sonora
como de reducir el ruido presente en grabaciones
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antiguas antes de ser transmitidas [20]. El proposito de la
reduccion de ruido es minimizar al maximo estos sonidos
no deseados, procurando preservar la sefial original en la
mayor medida posible.

En la literatura reciente, Fakoor et al. propusieron un
enfoque de mejora de audio basado en aprendizaje por
refuerzo (RL), que ajusta dindmicamente los algoritmos
segun la calidad de la sefial, logrando mejoras del 42 %
en SNR y una reduccion del 16 % en MSE [21]. Por su
parte, Roy y Paliwal optimizaron el filtro de Kalman para
reducir el sesgo en la ganancia bajo ruido no estacionario,
mejorando su precision en un 19% mediante un filtrado
previo basado en ruido estimado [22].

En esta investigacion se propone la integracion del
aprendizaje por refuerzo, basado en el algoritmo Q-
learning tabular para el ajuste de los parametros del filtro
Kalman de forma iterativa. Para esto planteo un flujo de
trabajo que consiste en la segmentacion de los audios, la
aplicacion de un filtro pasa bajo seguido del filtro
Kalman con aprendizaje reforzado, guiado por una
recompensa basada en el nivel de confianza generado por
la clasificacion realizada por BirdNET. Iterativamente, se
actualiza la tabla Q del agente, con lo cual el agente se
adapta a la grabacion y modifica los parametros del filtro
Kalman (Q, R, Fc) para reducir el ruido presente. El
desempeiio del agente fue evaluado en 50 audios.

Obtenidos por grabadoras ubicadas en el campus
universitario, con una mejora promedio del 25% en la
confianza de las clasificaciones, demostrando que el
esquema propuesto basado en RL puede adaptarse
dinamicamente a cambios en el ruido ambiental,
mejorando su capacidad de clasificacion en grabaciones
de campo.

2. Metodologia
2.1. Recoleccion de datos acusticos

Para la captura de datos, se instalaron seis registradores
acusticos de espectro completo y bajo costo
(AudioMoth), protegidos con estuches impermeables
(IPX7) para minimizar riesgos de dafio en ambientes
abiertos. Los dispositivos fueron ubicados en puntos
estratégicos del campus universitario, seleccionados con
base en observaciones previas de alta actividad aviar. Se
realizaron 12 horas continuas de grabacion por
dispositivo, con una frecuencia de muestreo de 48 kHz, y
cada archivo se etiquetd con ubicacion, fecha y hora de
la grabacion.

Las grabaciones exhiben variabilidad natural en sus
condiciones acusticas, incluyendo diferentes niveles de
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ruido ambiental (viento, insectos, lluvia), actividad
humana intermitente y distancias variables entre la fuente
sonora y el sensor. Si bien no se realizé una medicion
directa de la relacion sefial a ruido (SNR) para cada
fragmento, esta diversidad implicita en las condiciones
de captura constituye un factor representativo del
desempefio del sistema en escenarios reales. Se reconoce,
no obstante, que el conjunto de 50 grabaciones
seleccionadas para el entrenamiento representa un
tamafio de muestra limitado, lo cual se discute en la
seccion de conclusiones.

Para analizar el riesgo de sobreajuste, se llevo a cabo una
validacién cruzada sobre 315 grabaciones del conjunto
de datos BirdCLEF del afio 2025, compuesto por
grabaciones etiquetadas que no fueron utilizadas durante
el entrenamiento del agente.

En la Tabla 1 se indican las coordenadas geograficas de
las grabadoras, asi como la hora de inicio de la grabacion.
La Figura 1 muestra la disposicion espacial de los
registradores acusticos dentro del campus universitario.

Tabla 1. Coordenadas geograficas de la ubicacion de las

grabadoras
Registrador | Coordenadas Hora de inicio
1 ;goﬁ,;g,, o N, 11:18 am.
2 ;g"ﬁ';}l" o N, 11:18 am.
3 ;goﬁ,g‘;, o N, 11:41 am.
4 ;goﬁ,?é,, o N, 11:52 am.
5 ;g"ﬁ'ig" o N, 11:59 am.
6 ;goﬁé?,, o N, 12:10 pm.

Fuente: elaboracion propia.

La metodologia se basa en aprendizaje automatico
supervisado por recompensa, estructurada en cinco fases
secuenciales. Este enfoque fue disefiado para entrenar,
validar y evaluar un agente de Aprendizaje por Refuerzo
(Reinforcement Learning, RL) [23],[24], capaz de

— A
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optimizar parametros de filtrado de audio para mejorar el
rendimiento del sistema de reconocimiento bioactstico y
disminuir la interferencia de ruido [25].

Figura 1. Mapa de la ubicacion de los registradores
acusticos. Fuente: elaboracion propia.

2.2, Descripcion del diagrama de flujo propuesto

La Figura 2 muestra el esquema desarrollado para
optimizar el reconocimiento acustico de aves mediante
un enfoque de Aprendizaje por Refuerzo (RL),
combinado con técnicas de filtrado de sefial.

El flujo inicia en el nodo Start, desde donde se
desencadena el procesamiento automatico:

e Segment audio (6 s): La grabacion continua se
fragmenta en bloques de 6 segundos, lo que permite
un analisis mas fino y controlado de los datos.

® [Load segment: Se carga cada fragmento para su
tratamiento  individual, asegurando que el
procesamiento sea modular y secuencial.

e Apply band-pass filter: Se aplica un filtro pasabanda
con un fyign de 8000 Hz y un fiow definido por el
agente RL. El objetivo es aislar las frecuencias
tipicas de vocalizaciones de aves (1-10 kHz),
eliminando el ruido de baja y alta frecuencia.

e Kalman filter: Se aplica un filtro de Kalman con
parametros Q y R definidos por el agente RL, 1o que
suaviza la sefial y mejora la relacion sefial-ruido. La
fundamentacion tedrica de este filtro y su
aplicabilidad en entornos ruidosos se desarrolla en la
Seccion 4.

e BirdNET: El audio procesado se introduce en
BirdNET-R, una herramienta de inferencia acustica
que identifica especies de aves y retorna resultados
con niveles de confianza.

segments?

v m birdeth
Segment, - - - > !
Start - + audio | | ‘*\ y [
Load N ‘v 1
(Ss) Apply Kalman G Got H o
segment band-pass filter owarii pdate ecl:ly
‘ filter Q-table epsilon

J

Figura 2. Pipeline metodologico para optimizar el reconocimiento bioactstico. Fuente: elaboracion propia.
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e Get reward: A partir del nivel de confianza mas alto
obtenido, se calcula la recompensa del agente. Si no
se detecta ninguna especie o la confianza es baja, la
recompensa disminuye.

T = Cnax - Ctn (1)

o Update Q-table: La recompensa se utiliza para
actualizar la tabla Q, permitiendo que el agente
aprenda qué combinaciones de parametros
optimizan la deteccion.

Q(s,a) « Q(s,a) + a(R + y maxQ(s',a") @)

—Q(s,a))

® Decay epsilon: Se ajusta el valor de € para reducir
progresivamente la exploracion del agente y
favorecer la explotacion de politicas aprendidas.

& = max(&min, £ * p°) 3)

® More segments?: Si existen mas segmentos por
procesar, el flujo vuelve a la carga del siguiente. Si
no, se llega al nodo End, marcando el fin del episodio
de entrenamiento.

Cabe sefalar que, a diferencia de un Proceso de Decision
de Markov (MDP) formal, el modelo de RL aqui
implementado no incorpora una representacion explicita
del estado del entorno. En su lugar, el estado es implicito:
cada segmento de audio actia como un contexto de
decision independiente, y el agente selecciona una accion
(tupla de parametros de filtrado) sin observar
caracteristicas extraidas de la sefial. Esta simplificacion
reduce la complejidad del sistema y facilita la
implementacion, aunque limita la capacidad del agente
para generalizar entre segmentos con patrones acusticos
similares. Esta restriccion se discute con mayor detalle en
la seccion de conclusiones y trabajo futuro.

2.3. Evaluacion de la precision base de BirdNET

Antes de aplicar BirdNET como herramienta de
identificacion dentro del pipeline propuesto, se realizd
una evaluacion preliminar de su desempefio sobre datos
con etiquetas conocidas. Para ello, se utilizo el conjunto
de datos BirdCLEF 2025, correspondiente a la
competicion oficial de ese afio, el cual proporciona
archivos de audio etiquetados por especie.

Se llevo a cabo una busqueda exhaustiva para determinar
qué especies presentes en BirdCLEF también se
encontraban dentro de la base de datos de reconocimiento
de BirdNET, ya que el modelo solo puede identificar
especies incluidas en su catalogo interno. El cruce entre
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ambos conjuntos arrojé las siguientes 13 especies
comunes: Nyctidromus albicollis, Coragyps atratus,
Tyrannus melancholicus, Caracara plancus, Butorides
striata, Megascops choliba, Cathartes aura, Porphyrio
martinica, Egretta thula, Tringa solitaria, Setophaga
pitiayumi, Mycteria americana, Leptotila verreauxi.

Para cada una de estas especies, se seleccionaron
aleatoriamente 25 archivos de audio distintos, para un
total de 315. En algunos casos no fue posible alcanzar
dicha cantidad debido a la disponibilidad limitada de
muestras en el dataset, lo cual se refleja en los resultados
posteriores.

La evaluacion consistid en aplicar BirdNET a cada
archivo, registrar la especie identificada y comparar esta
prediccion con la etiqueta original del audio. Esta prueba
busco comprobar que BirdNET es capaz de identificar
correctamente especies presentes en entornos naturales.

2.3.1. Etapa 1: Preparacion y segmentacion del
corpus de datos

El material inicial consistié en grabaciones de audio de
larga duracion tomadas en entornos naturales. Para su
tratamiento se realizaron los siguientes pasos:

a) Segmentacion por energia: Utilizando la biblioteca
librosa de Python, se dividieron las grabaciones en
fragmentos de 6 segundos. Se calcul6 la energia mediante
la raiz cuadratica media (RMS), descartando los
segmentos de silencio o de baja energia. Solo se
conservaron fragmentos con actividad sonica relevante.

La energia de cada fragmento se calculé mediante la raiz

1
N Lixd,
donde X; representa la amplitud de la sefial y NNN el

nimero de muestras del fragmento.

cuadratica media (RMS) como: Ezys =

b) Se conform6é un conjunto de alrededor de 8000
archivos en formato .wav, conteniendo tanto cantos de
aves como ruido ambiental.

c¢) De estos archivos, y utilizando BirdNET como filtro
inicial, se procesaron todos los audios. Posteriormente, se
construyé un dataset con aquellos fragmentos cuya
confianza de clasificacion fue mayor a 0.3. Este dataset
reducido constituyo la base sobre la cual se desarrollaron
los siguientes experimentos y resultados.

Es importante destacar que el agente RL no aprende
directamente caracteristicas de la sefial de audio (como
espectrogramas o MFCCs), sino que optimiza un
conjunto discreto de pardmetros de filtrado sobre cada



86

uno de los segmentos de forma independiente. Este
disefio puede contribuir a reducir el riesgo de sobreajuste
al conjunto de entrenamiento, ya que el espacio de
decision del agente (150 combinaciones de parametros)
es considerablemente mas pequeflo que el espacio de
caracteristicas de las sefiales de audio.

2.3.2. Etapa 2: Disefio del entorno de aprendizaje por
refuerzo

Se implement6 un entorno de aprendizaje por refuerzo
(RL) en el que el agente interactia directamente con el
pipeline de procesamiento de audio y el analizador
BirdNET. Los elementos que conforman el entorno son:

- Agente: Basado en el algoritmo Q-Learning tabular
[26], adecuado para entornos con espacios de accion
discretos y manejables.

- Espacio de acciones: Se definié un espacio discreto
compuesto por todas las combinaciones posibles de tres
parametros de filtrado. Cada accién es una tupla (Q,R,f)
donde:

i.Parametro Q (Ruido del proceso): Valores
explorados: {0.002, 0.003, 0.004, 0.005, 0.006,
0.0065}. Estos valores modulan la capacidad del
filtro de Kalman para adaptarse a cambios dinamicos
en la sefal acustica, basados en estudios que destacan
su influencia critica en entornos ruidosos [29].

ii.Parametro R (Ruido de medicion): Valores utilizados:
{0.0035, 0.0045, 0.0055, 0.0065, 0.007}. Este
parametro regula la confianza del filtro en las
mediciones frente al estado predicho, siendo esencial
para manejar el ruido de fondo [28].

iii.Parametro f (Frecuencia de corte inferior): Valores
probados: {500, 1000, 1500, 2000, 2500} Hz. Esta
seleccion cubre desde frecuencias bajas, dominadas
por ruido ambiental (< 1 kHz), hasta frecuencias
medias donde se concentran vocalizaciones de aves
(1-8 kHz) [3] [30].

En total, la combinacion de estos parametros resultd en
un espacio de 6 X 5 x 5 = 150 acciones Uunicas,
proporcionando un entorno de decision suficientemente
amplio para el agente.

- Funcion de recompensa: La recompensa se calcula
como la confianza maxima devuelta por BirdNET al
detectar una especie de ave. Si ninguna especie supera el
umbral minimo de confianza (0.10), la recompensa se
asigna como cero; matematicamente, se describe como

1, — {max (confianzay;qugr) > 0.10 @)
<01
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Esto incentiva al agente a seleccionar filtros que no solo
aislen los cantos de aves, sino que también aumenten la
certeza del clasificador.

Notese que esta formulacion de la recompensa implica
que el agente optimiza la confianza del clasificador
BirdNET y no una medida independiente de calidad
acustica. Como consecuencia, el desempefio del agente
depende inherentemente del comportamiento del modelo
base. Este aspecto constituye una limitacion reconocida
del esquema propuesto, discutido mas adelante.

Para evaluar los audios procesados, se utiliz6 BirdNET
Analyzer, ejecutado desde el mismo script de Python
como un modulo mediante la funcién subprocess.run()
del script princial, BirdNET-Analyzer-main. El
comando utilizado para ejecutar BirdNET se construy6
dinamicamente en Python, especificando la carpeta de
entrada con los audios temporales, la carpeta de salida
para los resultados, y los parametros de latitud, longitud
y confianza minima. El comando fue el siguiente:

python -m kirdnet analyzer.analy:ze
TEMP_EVAL_DIR %
——putput TEMP_RESULT_DIR %
--lat 10.45 --lon -73.23 \
--min_conf 9.1 --rtype csv

En el codigo Python, el comando se definié6 como una
lista para ser ejecutado con \texttt{subprocess.run()}:

comande - [

sys.executable, "-m",
analyze",

TEMP_EVAL_DIR, "--ocutput",
TEMP_REEULT_D IR,

“-——lat", &tr{LAT], "--lon", stz {LOM),

M—-min_cenf", str{MIN_COWF), "--rtype",
Tesw

"birdnet_analyzer.

Los resultados generados por BirdNET se guardaron en
formato CSV en la carpeta de resultados temporales y,
posteriormente, fueron procesados para calcular la
recompensa del agente.

2.3.3. Etapa 3: Entrenamiento del agente

a) Algoritmo: El agente fue entrenado mediante
iteraciones sobre el conjunto de entrenamiento, siguiendo
principios fundamentales del aprendizaje por refuerzo
[27]:

Iteracion por épocas
e En cada época, el agente recorre todas las acciones

posibles (tuplas de parametros de filtrado) durante el
numero de pasos definidos para el audio.
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e Al finalizar cada accién, recibe recompensas
representadas por la confianza entregada por
BirdNET.

Politica e-greedy

e El agente inicia explorando al azar (g = 1,0).

e Gradualmente reduce la exploracion para favorecer
la explotacion de las mejores combinaciones
encontradas.

e Este esquema equilibra exploracion y explotacion,
evitando caer en soluciones subdptimas [27].

Actualizacion de la Tabla Q

e Se aplica la ecuacion de Bellman para actualizar los
valores Q.

e Esta actualizacion ajusta la estimacion de utilidad de
cada accion en funcion de las recompensas
observadas y las expectativas futuras.

e Estudios recientes han demostrado que el
aprendizaje por refuerzo puede optimizar
representaciones sensoriales complejas —como las
sefiales de audio y video— para mejorar el
reconocimiento en entornos con alto nivel de ruido o
variabilidad [28].

Los hiperparametros seleccionados se inspiraron en
recomendaciones de la literatura [27] y fueron adaptados
a las caracteristicas no estacionarias y ruidosas de los
entornos acusticos de aves, como se muestran en la Tabla
2.

Tabla 2. Parametros iniciales utilizados en el modelo de
aprendizaje por refuerzo

Parametro Valor inicial
o (Tasa de aprendizaje) 0.1
y (Factor de descuento) 0.9
€ (Exploracion inicial) 1.0
£gecay (Tasa de decrecimiento de ) 0.98
Emin (Exploracién minima) 0.01

Fuente: elaboracion propia.

b) Configuracion del agente

e Tasa de aprendizaje (o = 0,1): Una tasa constante y
moderada permite al agente adaptarse a posibles
cambios en el entorno sin reaccionar de forma
excesiva a ruidos puntuales, lo cual es deseable en
entornos no estacionarios.

e Factor de descuento (y 0,9): Este wvalor
relativamente alto valora las recompensas futuras
casi tanto como las inmediatas, apropiado para tareas
secuenciales donde los efectos de una accion se
manifiestan en pasos sucesivos.
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Exploraciéon inicial (¢ = 1,0): Asegura maxima
exploracion en las primeras etapas del entrenamiento,
permitiendo al agente conocer adecuadamente el espacio
de acciones.

e Decaimiento de la exploracion (€gecqy = 0,98):
Reduce gradualmente la aleatoriedad para que el
agente comience a explotar las mejores
combinaciones identificadas.

e Exploracion minima (&p,;,= 0,01): Mantiene una
probabilidad baja pero no nula de explorar durante
todo el entrenamiento, evitando que el agente quede
atrapado en Optimos locales.

El parametro de exploracion € se actualiza tras cada
época de acuerdo con:

&= (Sminx &X gdecay) (5)

Estos valores reflejan un compromiso efectivo entre
exploracion y explotacién, y estdn alineados con
principios tedricos y experimentales descritos por Sutton
y Barto [26] para garantizar la convergencia y la
estabilidad del aprendizaje.

c¢) Evaluacion del niimero de épocas

Con el fin de determinar la cantidad optima de épocas
necesarias para que el agente Q-learning alcance las
mayores recompensas posibles, se diseiid un experimento
controlado sobre un subconjunto del corpus
(dataset conf 2 0.3). Se seleccionaron aleatoriamente
tres archivos de audio del conjunto de entrenamiento, y
sobre cada uno de ellos se entreno al agente durante un
maximo de 9 épocas, con 30 pasos por época.

En cada época, se registrd la mejor recompensa obtenida,
definida como la mayor confianza reportada por
BirdNET en la identificacion de especies. La evolucion
de las recompensas a lo largo de las épocas se grafico
para cada uno de los tres audios seleccionados,
permitiendo observar la convergencia del aprendizaje y
detectar posibles puntos de saturacién en los que las
mejoras se estabilizan.

Este analisis permitid evaluar empiricamente si el
numero de épocas definido (9) era suficiente para que el
agente encontrara una politica cercana al 6ptimo, o si
existia margen para reduccion o incremento en futuras
ejecuciones.

2.3.4 Etapa 4: Prueba y validaciéon del modelo

En esta fase se mide la efectividad de la politica
aprendida sobre datos no vistos:
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a) Extraccion de la Politica Optima: se selecciona la
combinacion de filtros (Q*, R*, f*) asociada al valor
maximo en la tabla Q.

b) Evaluacion comparativa: Cada audio del dataset_ conf
> (.3 se evalta en su estado original y tras aplicar los
filtros optimizados.

¢) Métricas de rendimiento
1. Detecciones ganadas: Casos en que la deteccion
solo ocurre tras el filtrado.
2. Detecciones pérdidas: Casos en que se pierde
una deteccidn tras el filtrado.
3. Mejora de confianza: Cambio promedio en la
confianza de deteccion.

La mejora promedio en la confianza se calculdé como el
promedio de la diferencia entre la confianza filtrada y
original:

N
1
AC = NZ(Cfiltrado,i - Coriginal,i) (6)
i=1

d) Validacion final: Se considera que la politica es
exitosa si mejora el rendimiento del sistema BirdNET en
el dataset conf > 0.3, sin comprometer la calidad de
detecciones previas.

3. Resultados

3.1. Analisis BirdNET

En esta seccion se muestra el porcentaje de aciertos
obtenidos por BirdNET [31] al analizar hasta 25 audios

etiquetados por especie, extraidos del dataset Bird CLEF
2025 [32]. Un acierto se contabilizé cuando la especie
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predicha por BirdNET coincidi6 con la etiqueta original
del archivo. Todo el cdédigo fue desarrollado sobre
Python 3 y se encuentra disponible en el siguiente
repositorio: https://github.com/tavo3110/PROYECTO-
[A

Los resultados de la Figura 3 evidencian un rendimiento
desigual segun la especie analizada por BirdNET.
Algunas especies como Tyrannus melancholicus, Tringa
solitaria, Setophaga pitiayumi y Megascops choliba
superan el 85 % de aciertos, lo que indica una alta
precision en estos casos.

Por otro lado, especies como Cathartes aura'y Caracara
plancus muestran porcentajes de aciertos mucho mas
bajos, cercanos al 10 % y 30 % respectivamente. Esto
puede atribuirse a diversas causas como: escasez de
muestras disponibles en el dataset, mayor nivel de ruido
ambiental en los audios, o menor representatividad de los
cantos en la base de datos de BirdNET.

También es importante destacar que, en algunos casos,
no se contaba con 25 muestras disponibles por especie,
lo cual puede haber sesgado el promedio hacia valores
mas bajos en especies menos representadas.

En general, los resultados respaldan la decision de
utilizar BirdNET como herramienta de identificacion en
el pipeline propuesto, siempre que se trabaje con especies
incluidas en su base de datos y se contemple la
variabilidad en su desempefio entre clases.
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Figura 3. Porcentaje de aciertos de BirdNET por especie sobre 25. Fuente: elaboracion propia.
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3.2. Evaluacion del rendimiento del sistema
mediante aprendizaje por refuerzo basado en Q-
Table

Para entrenar al agente Q-learning se realizaron 9 épocas,
ya que son suficientes para que el agente explore y
aprenda politicas razonablemente efectivas, aunque en
futuras iteraciones podria evaluarse una estrategia
adaptativa para reducir la cantidad de épocas sin
comprometer el rendimiento.

A partir de los resultados obtenidos en los 50 fragmentos
de audio de las grabaciones realizadas en el campus
universitario, se observo que el sistema de identificacion
de aves mejord notablemente al aplicar el enfoque de
aprendizaje por refuerzo, como se aprecia en la Figura 4.
El agente basado en Q-learning logré seleccionar los
parametros 6ptimos del filtro de Kalman (valores de Q,
R y frecuencia de corte Fc) para cada fragmento,
generando asi una mejora. Del total de fragmentos
validos, en el 92 % de los casos se mantuvo la misma
especie identificada antes y después de aplicar el filtro.

Sin embargo, incluso en estos casos se evidencid un
incremento significativo en el valor de confianza, con
mejoras de hasta un 25 % en promedio, lo que indica una
mayor certeza en la clasificacion proporcionada por
BirdNET. En cuanto a la configuracion mas comuin
seleccionada por el agente, se identificé que los valores
Q = 0.005, R = 0.0055 y F = 500 Hz fueron
predominantes entre los fragmentos con mayor nivel de
confianza y coincidencia de especie. Esto sugiere que
dicha configuracion representa una combinacion robusta
para el filtro de Kalman en el contexto de este sistema de
identificacion acustica.

Revista UIS gg
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En resumen, el agente Q-learning no solo preservd la
precision en la identificacion de especies, sino que
ademas potencié la confianza del sistema al adaptar
dindmicamente los parametros del filtro a las condiciones
del entorno sonoro, consoliddndose como una estrategia
efectiva dentro del sistema inteligente propuesto.

3.3. Evaluacion del desempefio del clasificador
optimizado

Mas alla de la mejora en la confianza, se evaluod el
rendimiento del sistema completo (preprocesamiento por
aprendizaje por refuerzo + BirdNET) como un
clasificador binario. Para ello, se generaron las curvas
ROC (Receiver Operating Characteristic) y de Precision-
Recall (PR) sobre los 315 audios obtenidos de Bird CLEF
2025.

La curva ROC de la Figura 5a evalua la capacidad del
modelo para discriminar entre clases positivas y
negativas a través de diferentes umbrales de decision. El
Area Bajo la Curva (AUC) obtenida fue de 0.79, lo que
indica una buena capacidad de discriminacion,
significativamente superior al rendimiento de un
clasificador aleatorio (AUC = 0.5).

La curva de precision-recall de la Figura 5b es
especialmente informativa en escenarios con posible
desbalance de clases. Esta curva muestra el compromiso
entre la precision (qué tan fiables son las detecciones
positivas) y el recall (qué tan bien se encuentran todas las
detecciones positivas).

El sistema alcanzo una Precision Promedio (AP) de 0.92,
un resultado excelente que indica que el modelo puede
mantener una alta precision incluso cuando se ajusta para
alcanzar un alto recall.
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Figura 4. Comparacion de niveles de confianza antes y después del filtrado adaptativo.
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En conjunto, estas métricas validan cuantitativamente
que el sistema optimizado por aprendizaje por refuerzo
no solo es mas “confiado”, sino que ademas constituye
un clasificador robusto y fiable.

Curva Precision vs Recall - Modelo con Filtros
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Figura 5. (a) Curva ROC del sistema optimizado. b)
Curva de Precision-Recall del sistema.

34. Influencia del filtro sobre el espectrograma y
BirdNET

Con el objetivo de evaluar el impacto de los filtros
aplicados sobre la sefial de audio en la deteccion de
especies mediante BirdNET, se procesaron dos
fragmentos de  audio:  fragmento 65.wav y
fragmento 3508.wav, bajo dos condiciones: sin ningin
tipo de filtrado (original) y con un filtrado combinado de
tipo Kalman (Q = 0.002, R = 0.0055) para el fragmento
65 y (Q = 0.005, R = 0.007) seguido de un filtro pasa
banda con corte inferior en 500 Hz para ambos audios.
Estos valores fueron los mejores filtros estipulados por el
agente Q-learning.
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Al observar la Figura 6 (a) y (c) se aprecia una gran
cantidad de ruido distribuido en todo el espectro de
frecuencias, especialmente en las bandas bajas y altas.
Este ruido puede interferir con la correcta identificacion
de los patrones bioacuUsticos que se caracterizan en las
especies, dificultando el rendimiento del modelo
BirdNET.

En contraste, las Figuras 6 (b) y (d) muestran una sefial
significativamente mas limpia y estructurada tras la
aplicacion de los filtros. Se destaca una mayor
prominencia/ganancia en las bandas entre 1000 Hz y
4000 Hz, donde suelen encontrarse muchos cantos de
aves. Ademas, se observa una reduccion considerable del
ruido de baja frecuencia (por debajo de 500 Hz), lo cual
es coherente con el corte del filtro pasabanda aplicado.

Esta mejora visual en el espectrograma se tradujo en un
incremento notable en la confianza de deteccion por parte
de BirdNET; el caso analizado evidencia que el uso
combinado de filtros (Kalman y pasabanda) contribuye a
resaltar las caracteristicas relevantes del canto de las
aves, facilitando su deteccion por modelos como
BirdNET. Este tipo de preprocesamiento puede ser
crucial en ambientes ruidosos o con grabaciones de baja
calidad.

4. Conclusiones

En este trabajo se propuso un nuevo sistema inteligente,
basado en flujo de trabajo o pipeline, que integra el
aprendizaje por refuerzo (RL) en la metodologia
tradicional usada para la identificacion bioacustica, para
optimizar de forma adaptativa el preprocesamiento de las
sefiales de audio de las especies bajo estudio.

Mediante un agente de Q-learning, se desarrolld un
sistema capaz de seleccionar dindmicamente los
parametros de un filtro de Kalman y un filtro pasabanda,
con el objetivo explicito de maximizar la confianza del
clasificador BirdNET. Para esto se defini6 la funcion de
recompensa del agente a partir del nivel de confianza
generado por BirdNET. Los resultados obtenidos por este
enfoque mostraron un incremento promedio del 25 % en
la confianza de las clasificaciones, al tiempo que se
preservo la especie identificada en el 92 % de los casos.

Se observdo una mejora promedio relativa del 25%
(desviacion estandar: = 8.3%), calculada a partir de las
mejoras individuales por fragmento, lo que indica una
mayor certeza en la clasificacion.
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Figura 6. (a) fragmento de audio 65 original y (b) fragmento filtrado. (c) fragmento de audio 3508 original y d)
filtrado.

De forma complementaria, al considerar la diferencia
global promedio entre las condiciones original y filtrada,
se obtuvo un incremento medio del 17.95%,
evidenciando consistencia en la mejora desde una
perspectiva agregada.

Con el fin de validar estadisticamente esta mejora, se
aplicé la prueba no paramétrica de Wilcoxon para
muestras pareadas, obteniéndose un valor de p = 0.0062,
lo que indica que la diferencia es estadisticamente
significativa (p < 0.01). Asimismo, el tamaio del efecto
calculado (r = 0.37) corresponde a una magnitud media,
lo que sugiere que el impacto del método es relevante en
términos practicos.

Si bien el tamafio de la muestra (n = 50) limita la
generalizacion de estos resultados, la magnitud,
consistencia y significancia estadistica del incremento
observado respaldan la efectividad del esquema
propuesto en las condiciones actsticas evaluadas.

Como resultado principal, la incorporacion de un agente
IA hace que el sistema no reduzca el ruido presente en el
audio de manera genérica, por el contrario, aprende una
politica de preprocesamiento orientada a la tarea. Al
establecer un circuito de retroalimentacion directo entre
la salida del clasificador y los parametros de filtrado, el
agente converge hacia configuraciones que resaltan las
caracteristicas  espectro-temporales que BirdNET
considera mas discriminativas, ayudando a superar las
limitaciones de los filtros estaticos en entornos no
estacionarios. Esto indica que el agente de aprendizaje
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por refuerzo no memoriza condiciones particulares, sino
que aprende una politica de optimizacion del
preprocesamiento que resulta efectiva en escenarios
acusticos no vistos, lo cual es un indicador clave de
capacidad de generalizacion.

S. Limitaciones y trabajo futuro

Un primer aspecto por considerar es el uso de Q-learning
tabular, ya que restringe el espacio de acciones a un
conjunto discreto y finito de parametros. Ademas, el
estado en el modelo es implicito (cada segmento de
audio), lo que simplifica el problema al no constituir un
MDP formal, pero ignora las caracteristicas dinamicas
dentro de un mismo segmento y limita la capacidad de
generalizacion entre contextos acusticos similares. Se
recomienda explorar formulaciones de estado explicito
basadas en caracteristicas espectrales de la sefial en
iteraciones futuras.

En segundo lugar, la funcion de recompensa basada en la
confianza de BirdNET introduce una dependencia del
modelo base: el agente aprende a maximizar la certeza
interna  del clasificador, lo cual no equivale
necesariamente a una mayor exactitud bioldgica. En
trabajos futuros, se recomienda complementar esta sefial
con anotaciones de referencia validadas por expertos
ornitologicos.

Por otra parte, el conjunto de entrenamiento (n = 50
grabaciones de campo) es de tamafio limitado, lo cual
restringe la generalizacion de los resultados a otras
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condiciones actsticas o regiones geograficas. Aunque las
grabaciones presentan diversidad implicita en
condiciones de ruido (viento, actividad humana, lluvia,
variacién en SNR), no se realizé una medicion directa de
la relacion sefal-ruido, lo que dificulta establecer
comparaciones cuantitativas con otros sistemas. Estudios
futuros deberian ampliar el corpus y considerar
evaluaciones estadisticas mas robustas sobre conjuntos
de datos de mayor tamaiio.

Finalmente, la aplicacion de algoritmos de aprendizaje
por refuerzo mas avanzados, como Deep Q-Networks
(DQN) o variantes de policy gradient, junto con la
incorporacién de un espacio de estados continuos basado
en caracteristicas  espectrales, podria  mejorar
sustancialmente la capacidad adaptativa del sistema en
entornos no estacionarios.
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